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En este trabajo se presenta un algoritmo genetico basado en numeros triangulares
<lifusosel cual tiene por objetivo superar los problemas de diversidad poblacional
observados en los algoritmos geneticos chisicos. En la tecnica propuesta se representa
cada individuo a traves de un conjunto difuso, y se redefinen las operaciones de
cruzarniento y mutaei6n para adecuarse a este nuevo patr6n genetico. Con el fin de
establecer el alcance de nuestra propuesta se implement6 el algoritmo genetico
tradicional y el algoritmo genetico basado en conjuntos difusos para comparar sus
desempeiios. Los resultados obtenidos muestran que la variante difusa logra mejor
diversidad poblacional sin perder eficacia en la bUsquedade la soluci6n 6ptima.

A genetic algorithm that aims at achieving genetic population diversity in order to
avoid the premature convergence of the optimisation problems to undesirable local
maxima is presented in this work. The method employs fundamental concepts of
diffuse numbers. Each individual is represented by a diffuse number and the crossover
and mutation operations are redefined in accordance with the new genetic pattern. The
scope of the new proposal was assessed by comparing its performance with the
conesponding traditional genetic algorithm. The results show that the variant based on
diffuse sets succeeds in achieving better population diversity without losing much
selective pressure in the search for the optimal solution.

Uno de las disciplinas dentro de las ciencias de la computaci6n con mas fuerte expansion en las
ultimas d6cadas a side la computaci6n evolutiva (CE) [1], [2][3] Y [4] ). Esta comprende distintos
enfoques de simulacion de la evoluci6n: algoritmos geneticos (AG), estrategias evolutivas y
programaci6n evolutiva. Todos ellos tienen en comun la reproducci6n (cruzamiento), modificaciones
aleatorias (mutacion), competencia y selecci6n de individuos que rivalizan en una poblaci6n.
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En particular, los AG son metodos de busqueda que utilizan operadores basados en la genetic a natural
para explorar el espacio de blisqueda. En terminos generales, Ios AG resultan robustos, eficientes y
eficaces en problemas de optimizaci6n complejos, aunque tambien poseen otros areas de aplicaci6n
tales como tareas de planificaci6n (routing, scheduling, packing, etc), diseiio, simulaci6n e
identificaci6n, control y clasificaci6n.

Los AGs procesan una poblaci6n de individuos que representan potenciales soluciones del problema
tratado. Esta poblaci6n evoluciona con cada nueva generaci6n hasta alcanzar una soluci6n. Este
proceso evolutivo emplea tres operadores blisicos: seleccion, cruzamiento y mutaciOn. El operador de
selecci6n favorece la supervivencia a aquellos individuos con "mejores" caracteristicas. Por otro lado,
los operadores de mutaci6n y cruzarniento crean nuevos individuos, conformados con parte del c6digo
genetico de sus padres, a fin de reCOlTerregiones aiin no exploradas.

La diversidad poblacional y la presion selectiva constituyen dos de los factores mas import antes en el
proceso de bUsqueda genetica. Por un lade, la diversidad poblacional refiere a la variedad de
esquemas geneticos presentes en la poblacion. A mayor cantidad de esquemas, mayor es la diversidad
poblacional. En cambio, la presion selectiva es consecuencia directa de las caracter!sticas del
operador de selecci6n empleado. Cuando mas se favorezca la supervivencia de los individuos con
mejor fitness mayor presi6n selectiva se estara ejerciendo. Ambos conceptos estan estrechamente
vinculados ya que un aumento de la presi6n selectiva ocasiona una disminuci6n de la diversidad
poblacionaJ. Esto se debe a que los individuos con mejor fitness son preferidos para el cruzamiento,
provocando que la poblaci6n tienda a con verger a los esquemas de cromosomas derivados de estos
individuos. Inversamente, un aumento en la diversidad poblacional conlleva a una reducci6n de la
presi6n selectiva ..

Estos aspectos poseen una fuerte incidencia en los resultados obtenidos por el AG. Por un lado, si se
esta en presencia de un AG con una fuerte presion selectiva se COlTeel riesgo de alcanzar una
convergencia prematura a un maximo (0 minimo) local sin encontrar el maximo (minimo) global. Esto
se debe a la perdida de diversidad poblacional. Muchas veces sucede que un individuo con bajo
fitness posee uno 0 mas genes que forman parte del c6digo genetico de la soluci6n 6ptima. Sin
embargo, este individuo desaparece sin dejardescendientes dado que una fuerte presion selectiva s610
favorece el cruzamiento de los mejores miembros de la poblaci6n, y esto provoca que su esquema
genetico se pierda para siempre. Por otra parte, si el AG preserva una gran diversidad poblacional, la
convergencia puede tomarse muy lenta debido al aumento del espacio de busqueda explorado. Luego,
la mejor altemativa parece ser una posici6n intermedia, con niveles de presion selectiva y diversidad
poblacional equilibrados. Sin embargo, carla problema tiene caracteristicas propias, las cuales hacen
diffcil establecer en general un nivel de balance apropiado para estos factores. Esto ultimo constituye
la principal motivaci6n del presente trabajo, en donde se propone una variante difusa del AG
tradicional con el fin de lograr una metodologfa que posea una buena diversidad poblacional sin
perder demasiada presi6n selectiva, y asf evitar la convergencia prematura.

La 16gica y teorfa de subconjuntos difusos fue introducida por L.Zadeh [5] como una herramienta para
tratar con problemas caracterizados por la presencia de imprecisi6n, inexactitud, 0 incertidumbre. En
la matematica clasica, dado un elemento x y un subcon.funto X de un cierto universo U, 6 x pertenece
a X, 6 x no pertenece a X. Zadeh admite el grado de prtenencia de un elemento a un subconjunto
borroso X del universo U, aceptando as! la imprecisi6n.

f X definida en U y tomando como valores los numeros reales entre 0 y 1, siendo
f X (x) el grade de pertenencia del elemento x a X.



Un tipo especial de subconjuntos difusos del conjunto R de los n6meros reales, son los numeros
difusos triangulares que se indican por la notaci6n:

X-Xl si Xl <X~X2
X2 -XI

h(x) =
X-X3 si X2 <X~X3

X2 -X3
0 si X < xI6 X > X3

es decir X2 posee el mayor grado de pertenencia a X , y este grade disminuye a medida que x se aleja
de X2, acercandose a los extremos del intervale [Xl. X3], donde sera nulo.

En todo algoritmo 0 proceso en que se introduzcan variables fuzzy, se obtendra como resultado un
subconjunto fuzzy, y debeni recurrirse a algl1n procedimiento de "defuzzyficaci6n". En Klir- BoYuan
[6], pueden encontrarse los metodos mas usuales. En general, Ia bondad del procedimiento elegido
dependeni de la aplicaci6n en particular.

En diversos trabajos se han propuesto diferentes tecnicas que integran los conceptos de AG y
Matematica Difusa [7], [8], [9], [10] y [II]. Dentro de las distintas tecnicas propuestas se pueden
diferenciar dos enfoques. Por un lado, el empleo de los AG como metodo para la optimizaci6n de las
reglas de inferencia difusas utilizadas por los controladores borrosos. Aqui, los AG son utilizados para
optimizar las funciones de pertenencia empleadas por los modelos difusos. Dentro de esta rama se
enmarcan los trabajos de Bastian [9], que utiliza programaci6n genetica para identificar modelos
matematicos difusos, Wu y Yu [10], en donde se propone un AG basado en aprendizaje para la
identificaci6n de modelos TSK, y Huang y Wang [11], que desarrollaron un algoritmo genetico de
macroevoluci6n adaptiva para diseiios de modelos borrosos.

La segunda rama, aborda la integraci6n en sentido inverso, presentando diferentes altemativas para la
fuzzyficaci6n 0 introducci6n de los conceptos de la matematica difusa en los AG clasicos. De este
modo, han surgido diversas variantes difusas de los AG. Ejemplos de estos desarrollos son las
investigaciones de Buckley y Hayashi [7], quienes presentan un Algoritmo Genetico Difuso (AGD)
con una representaci6n fuzzificada para los genes de los individuos, y Herrera et ai. [8], en donde se
proponen operadores geneticos difusos para una clase particular de AG conocidos como Real-Code
Genetic Algorithms (RCGA).

Nuestra propuesta se enmarca dentro de esta segunda l{nea de investigaci6n, presentandose un AGD
cuyo principal objetivo es superar los problemas de diversidad poblacional observados en los AG
tradicionales. EI nuevo algoritmo emplea una representaci6n de los cromosomas diferente a la
plantcada por Buckley y Hayashi [7], en donde cada individuo es ahora caracterizado a traves de un
numero difuso. Asimismo, los operadores geneticos tradicionales son redefinidos en terminos de la
nueva estructura genetica.

Elloli AG clasicos, un individuo de la poblaci6n es representado mediante su cromosoma, el cual es
usualmente codificado como una cadena binaria de unos y ceros. Cada bit de esta secuencia
constituye un gene del patrOn gen6tico. EI cromosoma tambien se denomina genotipo del individuo,
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mientras que el valor asociado a estaestructura constituye su fenotipo. Asimismo, cada individuo

posee un "fitness", ei Gua1con~tituYlJUOilmooidil dlJ1Mbondade~ del individuo como pQ~ib1c~~lu~iQn
al problema. En terminos generales, sea tel mlmero de generaciones y pet) la poblaci6n en la t-esima
generaci6n, el AG puede expresarse como sigue:

t ~ 0; {t representa el numero de generaciones}
lnicializar la poblaci6n inicial pet);
Calcular el fitness dc los individuos de pet);
Mientras la condici6n de terminaci6n no se satisfaga hacer:

t ~ t+l;
Seleccionar una subpoblaci6n Set) de individuos de P(t-l);
Efectuar el cruzarniento y mutaci6n de los miembros de Set) formando una subpoblaci6n S'(t);
Calcular el fitness de los individuos de S'(t);
Obtener pet) sustituyendo algunos individuos de P(t-l) por los individuos de S'(t);

fin-mientras

Como se puede observar, en cada iteraci6n t del AG se selecciona un subconjunto S de individuos de
pet) los cuales son cruzados y/o mutados. Esta selecci6n se realiza de forma tal que aquellos
cromosomas con mejor fitness poseen mayores posibilidades de integrar S. Posteriormente, estos
nuevos individuos son incorporados a la generaci6n t+ 1 de la poblaci6n. Finalmente, y con el objeto
de mantener estable la poblaci6n, se elimina un mlmero igual de individuos de la t-esima generaci6n.
Estos pasos se repiten hasta satisfacer alguna condici6n de terminaci6n predeterminada.

El primer paso hacia la fuzzyficaci6n de los AG es establecer un plante~ para el problema de
optimizar conjuntos difusos. En particular, para problemas de maximizaci6n se puede establecer la
siguiente formulaci6n:

Sea F tal que: Y = F( X)
donde X es un subconjunto difuso para algun intervalo [0, M) k R con M > O.

Yes un subconjunto difuso de R.

Nuestro problema consiste en encontrar el X en [0, M) tal que "maximiza" Y. Sin embargo, no es
posible maximizar directamente Y dado que se trata de un conjunto difuso. Por tal motivo, resulta
necesario definir una funci6n M que permita "medir" cuan grande es un determinado Y. Sea M( Y ) =
e, donde e es un subconjunto de R. De este modo, el problema ahora consiste en encontrar un X
que maximice e, quedando nuestro problema de optimizaci6n replanteado como:

F(X)=e

FUZZYFICACION DEL ALGORITMO GENETICO CLASICO

A fin de obtener una fuzzificaci6n de los AG es necesario establecer en primer lugar la representaci6n
binaria de un mlmero difusa. Esto constituye la base para la representaci6n del cromosoma de un
individuo.

Sea X un numero difuso trianular, X = [Xr,X2,X3),diremos que su correspondiente representaci6n
binaria difusa es B = [bl,b2,b3J donde bl. b2 Y b3 son los genotipos de los fenotipos Xl. X2 Y X3
respectivamente.



Asimismo, el fitness de un cromosoma difuso X es definido como el M(F( X ». Dada esta definici6n,
el operador de selecci6n para los algoritmos geneticos difusos (AGD) resulta identico al de los AG
cllisicos dado que emplea el valor real correspondiente a M(F( X ». Sin embargo, la redefinici6n de la
estructura de un cromosoma como una tema de DUmeroSbinarios torna necesario un replanteo de los
operadores de cruzamiento y mutaci6n.

Sean Xl Y X2 dos individuos cuyos cromosomas son Bl = [bll,bI2,bI3J Y B2 = [b2hbn,bnJ, Y sea n
la cantidad de bits empleados para la representaci6n binaria. Un cruzamiento de un punto generara dos
nuevos individuo X3 y )(4 cuyos cromosomas B3= £b3hb32,b33JY B4 = [b4hb42,b43]serlin tales que
los primeros nI2 genes de b:!h b32y b33serlin iguales a los nl2 primeros genes de bll, bI2 y b13 y los nI2
ultimos genes de b3h b32y b33serlin iguales a 108nl2 ultimos genes de b2h bn y bn. Mientras que los
primeros nI2 genes de b4h b42Y b43 serlin iguales a los nI2 primeros genes de bzh b22 Y b23Y los nl2
ultimos genes de b4h b42Yb43serlin iguales a los nI2 ultimos genes de bu, bI2 Yb!3' El cruzamiento de
cromosomas difusos puede generar un hijo B= [bhbz,b:!J en donde no se verifique que bl ~ b2 ~ b3. En
tales casos, resulta necesario reordenar los ~ para obtener un n6mero triangular difuso consistente.

La Ultima etapa del cruzamiento consiste en analizar el fitness de cada ~ Y construir su cromosoma
difuso de la siguiente forma:

1) Si (fitness(bI) Yfitness(bz) ~ fitness(b3) entonces el B = [bhb:!,b:!l
2) Si (fitness(b:l) Yfitness(bz»~ fitness(bl) entonces el B = [bhbhb:!J
3) Si (fitneSS(bI) YfitnesS(b3» ~ fitness(bz) entonces el B = [bhbz,b3]

Esta regIa asegura que el centro del nUmero difuso corresponda al bj que posee mejor fitness. De este
modo, no se modifica el rango de valores correspondiente al conjunto difuso, 10 cual preserva los
niveles de diversidad poblacional, y se aumenta la presi6n selectiva.

Opertulor de MutaciOn

Sea A un individuo cuyo cromosoma es [bh b2, b3]. La mutaci6n genetica de A puede producirse en
cualquiera de los cromosomas de la terna, e incluso en varios de ellos a la vez. Blisicamente, la
mutaci6n para numeros triangulares difusos aplica el operador de mutaci6n tradicional a cada uno de
los bi- Nuevamente, si luego de la mutaci6n, no se preserva la relaci6n bl ~ bz ~ b3, un reordenamiento
de los bi resultara necesario.

ALGORlTMO GENETICO BASADO EN NUMEROS DIFUSOS

Habiendose definido los conceptos de cromosoma, cruzamiento y mutaci6n basados en numeros
triangulares difusos se presenta a continuaci6n el AGD:

t ~ 0; {t representa el nUmero de generaciones}
Jnicializar la poblaci6n difusa inicial P(t);
Calcular el fitness de los individuos de P(t);
Mientras la condici6n de terminaci6n no se satisfaga bacer:
t ~ t+l;
Seleccionar una subpoblaci6n difusa S(t) de individuos de P(t-l);
Efectur el cruzamiento y mutaci6n difusa de 108miembros de S( t)

formando una subpoblaci6n difusa 8'(t);
Calcular el fitness de los individuos de S'(t);
Obtener P(f) sustituyendo algunOS individuos de P(c-l)

por los individuos de 8'(t);
fin-mientras



Como puede apreciarse, el AGD tiene la estructura del AG tradicional, s610 que la representaci6n de
los cromosomas y los operadores geneticos ahora son difusos.

Para analizar el desempefio del AGD frente al AG tradicional (6 AG). se implementaron ambos
algoritmos en lenguaje C. y se utilizaron ambas tecnicas para resolver varios casos de estudio. En
todos los casos, el problema consisti6 en obtencr el 6ptimo de una funci6n.

Valor Desfuzzycado = (ID.fmay+3*fD.fmed+ID.fmen) /4
,

donde ID.fmen es el fenotipo correspondiente cromosoma menor de ID.
ID.fmed es el fenotipo correspondiente al cromosoma medio de ID,
ID.fmay es el fenotipo correspondiente al cromosoma mayor de ID,

Es importante aclarar que se defini6 esta forma de desfuzzificaci6n para ponderar con mayor peso al
fenotipo del centro. Esta elecci6n se debe a que, como se explic6 anteriormente, el cruzarniento difuso
asegura que el valor del medio poseera siempre un fitness mayor 0 igual al de los extremos del
conjunto borroso.

Ambos algoritmos fueron testeados con una amplia variedad de ejemplos. En general se observ6 que
las principales diferencias de desempefio se presentan para funciones discontinuas, cuyos maximos
locales dificultan la convergencia del AG hacia el m8.ximo global. Por esta raz6n , los resultados aqui
reportados se basan en fa optimizaci6n de las siguientes funcionesf R ~ R:

1
xsi x~30

f(x)= 20 si 30<x~70

lOO - x si x > 70

x2 si x:O:;-10

f(X)=!900 si -lO<x<lO
x2+x*0.1 si x~lO

5,5 si x<O
x+3 si O:O:;x<3

f(x)= 5,5 si 3~x<9
x-5,5 si 9~x~12

5,5 si x> 12
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Los cuatro casos de estudio fueron resueltos por ambos algoritmos empleando probabilidades de 0,15
y 0,8 para la mutaci6n y el cruzamiento respectivamente. La tabla I muestra los resultados obtenidos.
Las primeras tres columnas identifican el caso de estudio, la cantidad de generaciones y tamaiio de la
poblaci6n utilizados en cada corrida. Las columnas centrales muestran los mejores individuos y sus
respectivos fitness hallados por ambos algoritmos. Finalmente, las ultimas dos columnas muestran los
valores de x y tt:x) correspondientes al maximo global de la funci6n.

Tabla L Resultados

Funci6n Cant. Tam. AGD AG
f(x)Gen. Pob. Valor fitness Valor fitness x

CEI 200 20 1,850 2,850 1,850 2,850 1,850 2,850
CEIl 100 30 30,000 30,000 70,000 29,990 30,000 30,000
CEIl 200 30 30,000 30,000 70,000 29,990 30,000 30,000
CErn 100 20 40,000 1604,000 -39,990 1599,207 40,000 1604,000
CErn 200 20 40,000 1604,000 -40,000 1599,999 40,000 1604,000

L-fEIV 100 50 12,000 6,500 12,000 6,500 12,000 6,500

En los casos de estudio 1 y 4 se puede observar que ambos algoritmos obtienen el optimo de la
funci6n. Para los ejemplos 2 y 3, el AGD alcanz6 el maximo global mientras que el AG convergio a
un maximo local. Observando los graficos de estas dos funciones, se aprecia que el peor desempefio
del AG se debe a que su fuerte presi6n selectiva concentra la busqueda en el sector del dominio



correspondiente al maximo local, 10 cl:lalconduce hacia una convergencia prematura. Esta situacion se
mantiene aim luego de duplicar la cantidad de generaciones a explorar.

En este trabajo se present6 una propuesta de fuzzificaci6n de los algoritrnos geneticos cuyo principal
objetivo fue superar los problemas de convergencia prematura exhibidos en los a1goritrnos geneticos
tradicionales. Nuestro enfoque apunta a mejorar la diversidad poblacional mediante una nueva
representaci6n de los individuos de la poblaci6n basada en el uso de conjuntos difusos. Junto con esta
variante en la estructura genetica de los cromosomas, se realiz6 una redefinici6n de los operadores
geneticos de cruzamiento y mutaci6n.

EI algoritmo genetico basado en nUrneros triangulares difusos fue implementado y comparado con el
tradicional. Los resultados obtenidos para varios casos de estudio revelaron que la nueva propuesta
posee efectivamente una mejor diversidad genetica, logrando asi superar los problemas de
convergencia prematura presentes en estos ejemplos.

A futuro se proyecta experimentar con distintas estrategias de desfuzzificaci6n y proponer operadores
geneticos difusos alternativos que permitan acentuar los logros alcanzados por este nuevo metodo. En
particular, se esta comenzando a experimentar con operadores de cruzamiento que intersectan las
zonas de mayor fitness dentro de los numeros triangulares difusos.
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