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Resumo. Recentemente, novos métodos computacionais denominados de aprendizado de máquinas
profundo, do inglês “deep learning”, vêm sendo propostos e aplicados aos mais diversos tipos de pro-
blemas de reconhecimento de padrões. Esses novos métodos buscam modelar de forma robusta abs-
trações complexas dos dados através do mapeamento linear e não-linear utilizando várias camadas de
processamento. Um dos algoritmos deep learning mais conhecidos é o Auto-Codificador Esparso (em
inglês, “Sparse Autoencoder” – SAE), que realiza o aprendizado das características dos dados de forma
não-supervisionada. Diante do exposto, objetiva-se no presente trabalho avaliar o uso do SAE para o
problema de detecção de danos estruturais em uma simulação numérica de viga, desenvolvendo-se mo-
delos de classificação baseados em indicadores estatísticos extraídos das respostas dinâmicas no domínio
do tempo. Os bons resultados incentivam o uso do Auto-Codificador Esparso e o desenvolvimento de
modelos computacionais de aprendizado profundo na avaliação da integridade das estruturas.

Keywords: Structural Dynamics, Damage Identification, Computational Intelligence.

Abstract. More recently, new computational methods known as Deep Learning Machines have been
proposed and applied to several types of pattern recognition problems. These new methods try to cre-
ate robust models by complex data abstractions through linear and non-linear mapping using multiple
processing layers. One of the best-known deep learning algorithms is the Sparse Autoencoder (SAE),
which attempts to learn the characteristics of the data in an unsupervised way. Thus, the objective of
the present study is to evaluate the application of SAE for structural damage detection problem. To this
end, a numerical simulation of a beam is employed to develop classification models based on statistical
indicators extracted from the dynamic responses in the time domain. The good results encourage the
use of the Sparse Autoencoder and the development of computational models employing deep learning
techniques for structural integrity assessment.
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1 INTRODUÇÃO

O monitoramento contínuo estrutural permite a extração, processamento e acompanhamento
de características que possibilitam avaliar a integridade da estrutura e traçar planos de manuten-
ção e reparo, auxiliando na prevenção de danos e acidentes e, consequentemente, aumentando a
sua vida útil. Desta forma, o diagnóstico eficaz de danos em estruturas tem sido tema de estudo
nos mais diversos segmentos da engenharia, tais como: construção civil, indústria aeroespacial,
indústria metalúrgica/mecânica, usinas de energia, entre outros (Ge et al., 2010; Wickrama-
singhe et al., 2016; Sakaris et al., 2017). É fato conhecido que o processo de degradação altera
as propriedades físicas da estrutura, tais como massa e rigidez. Essas alterações influenciam o
comportamento dinâmico estrutural e podem ser refletidas diretamente nos dados vibracionais.
Em vista disso, grande parte dos métodos de detecção é desenvolvida com base em informações
extraídas das respostas de vibração (Doebling et al., 1998).

Dentre as várias abordagens possíveis, destacam-se aqui as que trabalham com as respos-
tas dinâmicas no domínio do tempo. Normalmente, nesses tipos de abordagem os sinais são
processados através de técnicas de tratamento de dados e, posteriormente, são comparados e
classificados por algoritmos de inteligência computacional, como por exemplo Redes Neurais,
Máquinas de Vetores Suporte, Árvores de Decisão, Agrupamento, etc (Cury et al., 2011; Alves
et al., 2015; Amezquita-Sanchez e Adeli, 2016; Cardoso et al., 2017). De uma forma geral, as
estratégias de detecção supracitadas apresentam bom desempenho, salvo em raras exceções. No
entanto, devido à necessidade de manipulação de grande volume de dados, muitas vezes com
recursos computacionais limitados, o desenvolvimento de métodos mais robustos para a solu-
ção de problemas de identificação de danos ainda é um desafio. Além disso, eventualmente,
tem-se a dificuldade em lidar com a alta dimensionalidade das variáveis envolvidas, o que pode
comprometer a generalização do modelo, uma vez que o número de dimensões de interesse
pode crescer exponencialmente e se tornar maior do que o número de exemplos de treinamento
disponíveis.

Recentemente, visando superar as dificuldades expostas, novos métodos computacionais de-
nominados de Aprendizado de Máquinas Profundo, do inglês “Deep Learning”, vêm sendo
propostos e aplicados a diversos problemas de reconhecimento de padrões (Sun et al., 2016;
Abdeljaber et al., 2017; Liu et al., 2018). O aprendizado profundo consiste em modelar de
forma robusta informações representativas dos dados por meio de aproximações mais comple-
xas de funções e de transformações lineares e não-lineares utilizando várias camadas de proces-
samento (Goodfellow et al., 2016). Devido à sua capacidade de representar os dados em alto
nível, de forma concisa e satisfatória, um dos algoritmos mais conhecidos e empregados é o
Auto-Codificador Esparso (em inglês, ”Sparse Autoencoder” – SAE). O SAE é uma rede neu-
ral profunda de aprendizado não-supervisionado cujo objetivo é retornar, como saída da rede, a
reprodução dos seus dados de entrada, através de uma codificação interna que transforma essas
variáveis de entrada (teoricamente de alta dimensão) em “novas” variáveis de menor dimensão.

Diante do exposto, objetiva-se no presente trabalho avaliar o uso do Auto-Codificador Es-
parso aplicado ao problema de detecção de danos estruturais em uma simulação numérica de
viga, desenvolvendo-se modelos de classificação baseados em indicadores estatísticos extraí-
dos diretamente das medições dinâmicas no domínio do tempo. Os parâmetros estatísticos são
inicialmente utilizados como informações de entrada de um modelo SAE que fornece, como
variáveis de saída, vetores de menor dimensão capazes de representar adequadamente esses
dados iniciais. Em uma etapa posterior, os vetores de menor dimensão são repassados como
entradas de um algoritmo de inteligência computacional, que classifica cada um desses dados
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como provenientes de um modelo de viga com ou sem a presença de danos. Utiliza-se como
classificadores os algoritmos de Rede Neural Artificial e Máquina de Vetor Suporte, uma vez
que foram esses os que forneceram os melhores resultados em estudo anterior (Finotti et al.,
2016). Os resultados alcançados com a metodologia descrita, empregando a transformação e
redução de parâmetros via SAE, são comparados com resultados de modelos de classificação
que utilizam diretamente os parâmetros estatísticos dos sinais como entrada para os mesmos
algoritmos de Rede Neural e Vetor Suporte.

2 ESTATÍSTICA APLICADA A DADOS DE VIBRAÇÃO

Os métodos de detecção de alterações estruturais baseados em algoritmos de inteligência
computacional são compostos, basicamente, por duas etapas: caracterização dos sinais dinâmi-
cos e classificação. Assim, o uso de características capazes de fornecer informações suficientes
e representativas dos dados de vibração é crucial para que as diferentes condições da estrutura
sejam reconhecidas e classificadas com sucesso.

Segundo Farrar e Worden (2012), a análise de séries temporais das respostas estruturais
permite a extração de parâmetros dos sinais de forma simples, já que possibilitam trabalhar
diretamente com as medidas dinâmicas no domínio do tempo. Assim, faz-se neste trabalho o uso
de dez diferentes indicadores estatísticos sugeridos por Farrar e Worden (2012) para caracterizar
as respostas vibracionais, conforme consta na Tab. 1.
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Tabela 1: Indicadores estatísticos.

3 INTELIGÊNCIA COMPUTACIONAL NA DETECÇÃO DE DANOS ESTRUTURAIS

Como já explicitado anteriormente, o presente trabalho utiliza algoritmos baseados em Redes
Neurais Artificiais, Máquinas de Vetor Suporte e Auto-Codificadores Esparsos, cujos conceitos
serão abordados de forma resumida nos próximos itens.

3.1 Rede Neural Artificial (ANN - Artificial Neural Network)

Rede Neural Artificial é um algoritmo de inteligência computacional de sistema adaptativo
que possui a capacidade de aprender e generalizar determinados conjunto de dados a partir da
associação de informações previamente conhecidas. Segundo Principe et al. (2000), a clas-
sificação feita por uma Rede Neural Artificial é de natureza estatística, onde as classes são
representadas por pontos em um espaço de decisão multidimensional dividido em regiões que
estão associadas a cada tipo de saída. Os limites de decisão são estimados por um processo
adaptativo de treinamento e suas construções são feitas pela variabilidade estatística existente
entre as classes, através de um esquema de otimização baseado na avaliação do erro de saída
da rede. Um dos tipos de Rede Neural mais comuns é o perceptron de múltiplas camadas
(MLP - Multilayer Perceptron), que é uma rede neural feedforward composta por uma camada
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de entrada, uma ou mais camadas intermediárias e a camada de saída, onde os elementos de
processamento, também conhecidos como neurônios, trabalham com funções cujo objetivo é
inserir uma não-linearidade no modelo, chamadas de funções de ativação. Dentre as várias
técnicas de aprendizagem existentes para as redes MLP, a mais popular é a backpropagation.
Nesta técnica, a saída fornecida pela rede é comparada com a resposta correta a fim de se obter
um valor de erro por uma métrica predefinida. A partir disto, a técnica propaga o valor do erro
obtido na camada de saída para as demais camadas e, posteriormente, atualiza os pesos relaci-
onados a cada conexão da MLP (Bishop, 2006). Esse processo é repetido até que a diferença
entre as respostas, alcançada pela rede e o alvo, convirja para um valor de erro previamente es-
pecificado. Nesta situação, diz-se que a rede está treinada. O processo de ajuste de pesos se dá
através de métodos para otimização não-linear, tais como o método do gradiente descendente,
método de Newton, Levenberg-Marquardt, entre outros (Principe et al., 2000). Ao término do
treino a rede deverá ter adquirido a capacidade de generalizar resultados para o problema pro-
posto com base nos parâmetros extraídos. Para avaliar o desempenho final do modelo, dados
que não foram utilizados na fase de treinamento são classificados a fim de testar a capacidade
de generalização da rede. Esta última etapa é denominada fase de teste. Cabe ressaltar que a
fase de teste não tem efeito na construção do modelo de classificação, já que fornece apenas
uma medida do desempenho da rede para dados ainda não “vistos”.

3.2 Máquina de Vetor Suporte (SVM - Support Vector Machine)

Outra técnica de inteligência computacional popular para o problema de reconhecimento de
padrões é a Máquina de Vetor Suporte. As SVMs são desenvolvidas a partir de um algoritmo
de aprendizado estatístico treinado para determinar o limite entre duas classes de dados em um
espaço, onde um hiperplano ótimo de separação é construído com o intuito de maximizar a
margem entre as regiões de cada classe e minimizar as classificações erradas (Vapnik, 1995).
No entanto, a teoria da SVM pode ser estendida de problemas de classificação binários para
problemas de classificação multiclasses, através de estratégias baseadas na combinação de clas-
sificadores de duas classes, como as estratégias um contra um e um contra todos, por exemplo
(Bishop, 2006). O aprendizado do algoritmo SVM é interpretado como a minimização de uma
função de otimização, o que é equivalente a maximizar a distância normal ao hiperplano que se-
para as duas classes (margem). Os dados de treinamento localizados nas margens são chamados
de vetores de suporte. Para classificações não-lineares, as entradas são mapeadas em um espaço
de características de dimensão maior que a original através de alguma função de kernel. No
presente trabalho, a função utilizada como kernel é a Função Gaussiana, denominada também
por Função de Base Radial (RBF - Radial Basis Function). Neste caso, os modelos tem dois
parâmetros livres que precisam ser especificados: σ da função do kernel RBF; e C, um parâme-
tro de regularização a partir da formulação da maximização da margem. Estes parâmetros são
selecionados por um procedimento de busca exaustiva conhecido como Grid Search (Hsu et al.,
2004). Neste método, dois conjuntos finitos de valores (discretos) para σ e C são previamente
determinados e empregados no treinamento de modelos SVM, onde todas as combinações são
avaliadas através de uma validação cruzada 10-fold (Kohavi et al., 1995). Por fim, o par de
parâmetros (σ, C) que obtiver o modelo com o menor erro de generalização é escolhido.

3.3 Auto-Codificador Esparso (SAE - Sparse Autoencoder)

No que tange à metodologia de Aprendizado de Máquinas Profundo (“Deep Learning”), um
Auto-Codificador (“Autoencoder”) pode ser interpretado como uma Rede Neural Artificial de
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treinamento não-supervisionado, construída para retornar como saída uma aproximação da sua
respectiva entrada (Rumelhart et al., 1986). Internamente, esse tipo de rede é constituído basi-
camente por uma camada de codificação descrita por uma função h = f(x), que “aprende” as
características da entrada, e uma camada de decodificação descrita por y = g(h), que recons-
trói a entrada x (Goodfellow et al., 2016). Em resumo, os Auto-Codificadores são normalmente
projetados para produzirem y ≈ x, obtendo-se h com uma dimensão inferior a de x. Quando os
Auto-Codificadores são empregados somente para o mapeamento dos dados, sem reconstrução
das características, são chamados de Auto-Codificadodes Incompletos. A grande vantagem de
se reduzir a dimensão de x para h é a possível identificação de parâmetros relevantes da entrada
em alto-nível de abstração, que podem ser bastante úteis para o reconhecimento de padrões do
problema em questão. Neste caso, o processo de aprendizado da Rede Neural que o constitui
pode ser realizado através da minimização de uma função de penalização das diferenças en-
tre g(f(x)) e x. Entretanto, caso o codificador e o decodificador tenham excessiva habilidade
para aproximar y ≈ x, podem ocorrem situações onde h tenha uma dimensionalidade alta, não
sendo capaz de fornecer parâmetros interessantes para a modelagem do problema que se aborda.
A fim de melhorar o desempenho dessa técnica computacional, surgiu o Auto-Codificador Es-
parso, um Auto-Codificador Incompleto onde uma penalidade denominada esparsa (Γ(h)) é
incorporada à função de penalização no processo de treinamento. Dessa forma, o SAE pode
produzir um modelo apto a identificar informações representativas e exclusivas do conjunto de
dados para o qual foi treinado.

4 APLICAÇÃO

A abordagem proposta é analisada através de dados sintéticos obtidos por um modelo de
elementos finitos de uma viga biapoiada de 6m de comprimento e seção transversal perfil I,
desenvolvido no trabalho de Alves (2012), cujas propriedades mecânicas são: módulo de elasti-
cidade longitudinal (E) de 210 GPa; massa específica de 7850 kg/m3; área de seção transversal
de 2.81×10-3 m2 e momento de inércia de 1.845×10-8 m4.

O modelo é constituído por uma malha de 200 elementos de viga de Bernoulli formados
por dois nós com dois graus de liberdade cada um (rotação e translação vertical), excitado por
uma força com frequências e amplitudes aleatórias aplicada a 0,69m do apoio direito. As res-
postas dinâmicas foram consideradas como os deslocamentos verticais medidos em 10 pontos
equidistantes da viga durante 100s com frequência de amostragem de 100Hz, simulando uma
instrumentação real feita por meio de acelerômetros. A representação da viga modelada é apre-
sentada na Figura 1(a).

Três configurações estruturais foram consideradas: Viga sem danos; Viga com dano, mo-
delada através da redução de 20% do módulo de elasticidade longitudinal no meio do vão,
representado pelo trecho em cinza no esquema da viga da Figura 1(a) (dano 1) e; Viga com
dano, modelada através da redução de 10% do módulo de elasticidade no quarto de vão da viga,
correspondente ao trecho em preto da viga da Figura 1(a), somada a redução anterior de 20%
(dano 2). Para cada uma das situações de dano, admitiu-se três níveis de ruído às respostas
dinâmicas: Sem ruído, 5% de ruído (ruído 1) e 10% de ruído (ruído 2). A maneira como os
ruídos foram gerados e adicionados ao sinal dinâmico é definida pela Eq.(1) abaixo:

xi,ruido = xi + nruido.σxi
.V ∼ N(0, 1) (1)

onde xi,ruido é o vetor do sinal com ruído, xi é o vetor do sinal sem ruído, nruido é o nível de
ruído, σxi

é o desvio-padrão e V∼ N(0,1) é um vetor gaussiano de média nula e desvio-padrão
unitário.
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(a) Representação do modelo (Unidade: m) (b) Resposta típica do modelo

Figura 1: Modelo numérico de viga biapoiada.

Dez ensaios foram simulados para cada caso de dano e ruído, totalizando 90 ensaios (3
configurações estruturais×3 níveis de ruído×10 ensaios = 90 ensaios). A Figura 1(b) mostra
uma resposta típica da estrutura. Posteriormente, os dez indicadores apresentados na seção 2
foram aplicados aos históricos das acelerações estruturais. Considerou-se o ensaio ao longo
de todo o comprimento da viga, desta forma os dados de entrada estão organizados em uma
matriz [90×100], onde as linhas representam o sinal em questão e as colunas são os indica-
dores estatísticos (10 indicadores×10 pontos de medição simulada computacionalmente = 100
indicadores).

Como a classificação em si é realizada por ANN e SVM (aprendizado supervisionado), é ne-
cessário também apontar a classe de dano para cada ensaio. Por esse motivo, para os algoritmos
ANN é gerada uma matriz alvo [90×3], em que as linhas indicam a categoria do sinal através da
seguinte codificação binária: (1 0 0) - Sem dano; (0 1 0) - Dano 1 e, (0 0 1) - Dano 2. Enquanto
que, para os classificadores SVM, as três diferentes condições estruturais são representadas por
um vetor alvo codificado como: 1 - Sem dano; 2 - Dano 1 e, 3 - Dano 2.

5 RESULTADOS

Duas estratégias diferentes de classificação são realizadas neste trabalho: uma utilizando
diretamente a matriz de dados [90×100] como parâmetro de entrada dos algoritmos ANN e
SVM (abordagem tradicional); e outra utilizando como entrada dos algoritmos de classifica-
ção as características “aprendidas” pelo SAE a partir da matriz de dados [90×100], conforme
exemplificado na Figura 2. Em cada um desses casos os modelos de classificação ANN e SVM

Figura 2: Procedimento de identificação de alterações estruturais utilizando SAE.
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foram executados e treinados 30 vezes aplicando-se o método de validação cruzada 10-fold. As
Tabelas 2 e 3 apresentam os resultados obtidos pelos modelos de detecção na fase de teste, em
que a taxa de classificação é representada pela média das 30 repetições (no de acertos divido
pelo no total de ensaios classificados).

Média Desvio-padrão
Melhor

classificação
Pior

classificação

ANN 86,78% 6,25% 95,56% 73,33%
SVM 99,41% 1,04% 100,00% 96,67%

Tabela 2: Resultados de classificação sem o uso do Auto-Codificador Esparso (melhores parâmetros SVM: σ =

3, 0000 e C = 8, 5000).

Média Desvio-padrão
Melhor

classificação
Pior

classificação

ANN 87,93% 3,49% 94,44% 81,11%
SVM 92,70% 3,24% 98,89% 83,33%

Tabela 3: Resultados de classificação com o uso Auto-Codificador Esparso (melhores parâmetros SVM: σ =

0, 0316 e C = 316, 2278).

Os modelos de classificação ANN implementados são do tipo MLP criados com 1 camada
oculta composta por 10 neurônios para ambas as estratégias (entrada [90×100] e características
fornecidas pelo SAE). O número de neurônios na camada oculta foi definido através de experi-
mentos prévios, considerando-se o melhor desempenho nas classificações ao se treinar as redes
para diferentes quantidades de neurônios. Por ter obtido melhores resultados de classificação,
o método de otimização de Levenberg-Marquardt foi escolhido como função de treinamento,
utilizando a média quadrática como métrica de erro e uma sigmóide logística como função de
ativação.

Por se tratar de um problema de classificação não-linear, o modelo SVM foi elaborado utili-
zando como kernel uma função de base radial (RBF - Radial Basis Function), onde os melhores
parâmetros σ e C são selecionados através de um treinamento com diferentes valores deles em
uma validação cruzada 10-fold (procedimento de busca exaustiva). Como a aplicação é mul-
ticlasse, optou-se pela estratégia de classificação “um contra um", que é a mais utilizada na
literatura.

Na segunda estratégia, o modelo SAE foi configurado com duas camadas intermediárias
(codificadoras), ambas utilizando 10 neurônios, ou seja, redução de 100 variáveis do conjunto
de dados de entrada para apenas 10. Salienta-se que, para este caso, a quantidade de neurônios
adotados é o que determina o tamanho do conjunto de variáveis que irão formar os dados de
entrada do SVM e da ANN. A taxa de aprendizado do SAE foi fixada em 0,001 e os parâmetros
de regularização e proporção relativos à esparsidade foram definidos como sendo 4,00 e 0,05
respectivamente (escolhidos por apresentarem melhor desempenho em testes anteriores). Cabe
ressaltar que o treinamento do modelo SAE é realizado antes do treinamento dos classificadores
ANN e SVM acima descritos, uma vez que as características fornecidos pelo SAE são utilizadas
para inicializar a rede MLP e o SVM neste tipo de abordagem.

Os resultados mostram o bom desempenho alcançado pelo SAE no aprendizado e redução
das características dos indicadores estatísticos dos sinais dinâmicos. Para o caso da rede neural
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sem o uso do SAE, observa-se um desvio-padrão alto (maior que 6%) quando comparado aos
outros obtidos (em torno de 3%). Este resultado pode ser atribuído à grande quantidade de
parâmetros (100) comparada ao tamanho do banco de dados (90), o que dificulta o processo de
aprendizado do algoritmo. Percebe-se também que o algoritmo SVM sem a aplicação do SAE
forneceu taxas de classificação ligeiramente superiores do que o SVM cujas entradas advinham
do SAE. No entanto, por trabalhar com um número menor de parâmetros de entrada, o classifi-
cador SVM que usa o SAE tem vantagens quanto ao processamento computacional do modelo
de detecção.

Devido aos resultados atingidos pelo classificador SVM, uma análise considerando a taxa de
classificação em função do número de neurônios presentes nas camadas intermediárias do SAE
é realizada para esse algoritmo. A Figura 3 apresenta o gráfico com os valores obtidos, onde
se pode verificar que o aumento na porcentagem de classificações corretas não é proporcional à
quantidade de neurônios. Avaliando-se as taxas de identificação, o desempenho do classificador
é melhor quando 20 neurônios são utilizados nas camadas do SAE, atingindo valores em torno
de 97%. Embora os resultados para 30 e 40 neurônios apresentem um decrescimento (classi-
ficação em torno de 95%), observa-se uma tendência de crescimento com 50 neurônios, onde
tem-se novamente uma taxa de acerto em torno de 97%. Isto provavelmente se deve ao fato
de que o uso de uma quantidade maior de neurônios pode “aprender” características muito es-
pecíficas e peculiares do problema, comprometendo a capacidade de generalização do modelo
SVM (overfitting).
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Figura 3: Taxa de classificação em função do número de neurônios presentes nas camadas intermediárias do Auto-
Codificador Esparso.

Os modelos computacionais desse trabalho, assim como os indicadores estatísticos, foram
desenvolvidos utilizando toolboxes e funções built-in disponíveis no Matlab.

6 CONCLUSÕES

O presente estudo investigou o uso do Auto-Codificador Esparso aplicado ao problema de
identificação de danos em um modelo numérico de viga bi-apoiada através de classificado-
res baseados em algoritmos de Rede Neural Artificial e Máquina de Vetor Suporte. Indicadores
estatísticos extraídos das respostas dinâmicas no domínio do tempo foram utilizados como parâ-
metros de entrada do SAE, que retornava como saída, informações representativas dessa mesma

R.P. FINOTTI, A.L. BONIFACIO, F.S. BARBOSA, A.A. CURY, L.G. FONSECA888

Copyright © 2018 Asociación Argentina de Mecánica Computacional http://www.amcaonline.org.ar



entrada. As saídas fornecidas pelo algoritmo de auto-codificação eram posteriormente repassa-
das como variáveis para o treinamento dos modelos ANN e SVM. Duas estratégias diferentes
de classificação foram realizadas, uma utilizando diretamente as estatísticas como matriz de
entrada dos classificadores e outra fornecendo como entrada dos algoritmos de classificação as
características “aprendidas” pelo SAE a partir dos dados estatísticos.

Ambos os algoritmos, ANN e SVM, alcançaram taxas satisfatórias de classificação para as
estratégia propostas, com médias de acerto acima de 85%. Embora o desempenho tenha sido
similar para as duas estratégias, destacam-se aqui os resultados obtidos ao se utilizar o algoritmo
de aprendizado SAE, já que os modelos de classificação trabalharam com um volume menor de
dados quando comparados aos modelos da primeira estratégia.

A ideia do Auto-Codificador é que cada camada seja responsável pelo aprendizado de uma
característica específica do conjunto de dados a ela apresentado. Assim, por ser capaz de captar
mais detalhes desse conjunto, o uso de mais camadas pode melhorar o desempenho do modelo
SAE. Levando em consideração que os dados desse trabalho provêm de uma simulação numé-
rica de uma viga bi-apoiada e que por isso, as respostas estruturais são mais bem definidas e
comportadas, a arquitetura definida para o SAE utilizando apenas duas camadas intermediárias
foi suficiente. Entretanto para o caso de estruturas reais, geralmente mais complexas e com
um número maior de graus de liberdade, provavelmente haja a necessidade de se incluir mais
camadas no Auto-Codificador, uma vez que os dados se tornam mais difíceis de interpretar e
apresentam dimensionalidade muito alta.

É importante ressaltar que esse é um estudo inicial com resultados parciais, porém a análise
aqui apresentada aponta que o método SAE tem potencial a ser explorado na área de determi-
nação de características dos sinais de vibração para resolver os problemas de detecção de alte-
rações estruturais. Como o sucesso de sistemas de identificação de danos baseados em técnicas
de inteligência computacional depende, em grande parte, da escolha adequada dos parâmetros
de entrada desses algoritmos, as considerações anteriores encorajam o desenvolvimento de fer-
ramentas computacionais de aprendizado profundo para a avaliação de danos. Estudos desse
tipo possuem grande utilidade dentro da área de monitoramento estrutural por fornecer infor-
mações da integridade da estrutura. Assim, pretende-se ainda em trabalhos futuros verificar o
desempenho do SAE para outros tipos de parâmetros de entrada e, também, em outras estrutu-
ras. Destaca-se também a necessidade de uma análise mais detalhada de melhores parâmetros
para a ANN e SVM, pois nesta pesquisa foi usada a mesma arquitetura de rede e parâmetros σ e
C, tanto para uma maior quanto para uma menor quantidade de dados. Assim, ao se modificar o
tamanho da entrada desses algoritmos, talvez seja necessário utilizar outras configurações para
que os modelos se adequem melhor ao problema em questão.
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